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1 はじめに 

 近年,ニューラルネットワークは急速に発展してい

る.ニューラルネットワークの発展は,主に次の三つ

の点に起因している. 

•ビッグデータ時代の膨大なデータ量 

•ハードウェア性能の向上 

•新たなアルゴリズム 

現在,画像認識,音声分類,自然言語処理などの分野

では, ニューラルネットワークは他の機械学習の手

法より優れていると示されているが,これらの研究分

野ではいわゆる「非構造化データ」を使用している. 

同時に,ニューラルネットワークでデータの分類問

題やデータの予測を高精度にできるように,現在多く

の研究を進められている.これがいわゆる「構造化デ

ータ」の機械学習問題である. 

 こうした背景からニューラルネットワークモデル

とビッグデータを,さまざまな分野で結合させること

で社会的に有益な情報を得ることが期待される. 

本研究では日本の国民的スポーツであるベースボ

ールへの機械学習の応用を考えた.構造化データであ

る投球データを用いてベースボールの球種を判断す

るニューラルネットワークシステムを Python によっ

て実現することを試みた. 

 

2 ニューラルネットワークモデル 

この実験で用いるニューラルネットワークを図 1

に示す. ニューラルネットワークは多数のパーセプ

トロンで構成され,入力 X から出力が得られる. 層と

層の接続は重みωとパラメータｂである。ωは層と層

の間で、ニューロン同士のつながりの強さを示す。 

活性化関数𝜎は行列演算に非線形性を導入するため

に追加された関数である。一般的に 4 種類の関数が使

用されるが今回の実験では Relu 関数を使う。たとえ

ば,𝜔𝑗𝑘
𝑙 を第(𝑙 − 1)層の第𝑘番目のニューロンから第𝑙

層の第𝑗番目ニューロンへの重みとし,𝑏𝑗
𝑙を第𝑙層の第𝑗

番目のバイアス,𝑎𝑗
𝑙は第𝑙層の第𝑗番目のニューロンの

出力とする. 𝑎𝑘
0の時には入力層 X である。このとき出

力𝑎𝑗
𝑙は以下のように書ける. 

 

𝑎𝑗
𝑙 = 𝜎 (∑ 𝜔𝑗𝑘

𝑙

𝑘

𝑎𝑘
𝑙−1 + 𝑏𝑗

𝑙) (1) 

 
図１ニューラルネットワークの概要 

 

3 加速度データの処理 

今回使用するベースボールデータはボールに内蔵

した加速度センサにより得られた時系列データであ

る[1].センサからは𝑥, 𝑦, 𝑧の 3 軸方向の成分が出力さ

れる.全部で 22 ケースの投球データがある.センサか

らの出力波形の 1 例を図 2 に示す.同図(a)はストレ

ート球,(b)が非ストレート球（カーブ）の出力例であ

る.加速度のサンプリング間隔は 0.01 秒である. 

 

 
(a) ストレート 

 

 
(b) カーブ 

図 2 加速度センサの出力例 

 

ニューラルネットワークモデルは処理するデータ

のサイズを同じにする必要がある.加速度の時系列デ

ータのうちで最も短いデータは 0.47 秒までの 47 時

刻分である.そこですべての加速度データに対して

0.47 秒までのデータを使用することにした.このと

き,𝑥, 𝑦, 𝑧軸の成分それぞれ 47 個のデータをもつので

特徴量は全部で 141(=47x3)である. 

 

4 実験結果 

実験は 2回行なった.第 1回の実験では 18ケースの

投球データを使う.ランダムに 14 ケースの加速度デ

ータをトレーニングデータとして,ニューラルネット

ワークモデルで学習させた.残りのストレート球と非

ストレート球の各 2 ケースの加速度データをテスト

データとして検証した. 

その結果を図 3 に示すが,トレーニングデータとテ

ストデータの正確率はともに 100％であった. 

 



 

 
図 3 第 1 回実験の結果 

第 2 回の実験ではこの 18 ケースのデータをトレー

ニングデータとして,ニューラルネットワークモデル

で学習させた.そして,新たな 4 ケースのデータをテ

ストデータとして,ニューラルネットワークモデルで

球種を判別した. 

その結果は図 4 に示す通り,トレーニングの正確率

は 100％であり,テストデータの正確率は 50%であっ

た.そして,ここで不正解となったデータは 2 ケース

とも非ストレート球データであった. 

このことからこの 2 ケースの非ストレート球デー

タは実際にはストレート球であった可能性が予想で

きる. 

 

 
図 4  第 2 回実験の結果 

 

5 主成分分析(PCA) 

今回使用した加速度データの特徴量は 141 であるた

め,直接可視化するのは難しい.そこで PCA 法を使用

し,141 次元空間を 3 次元空間に変換し,可視化する

[2][3].そのため,Python の Sklearn というライブラ

リを使い,PCA 法によって 141 次元から 3 次元に変換

した. 

その結果は 141 次元空間から 3 つの有用な情報を抜

き出したものになっている.可視化した結果を図 5 に

示す.紫色はストレート,緑色は非ストレートである.

第 2 回実験でのニューラルネットワークモデルが判

別を間違った 2 ケースの非ストレート球データはと

もに図 5 では赤の円内に表示している.この結果から,

これらのデータはストレート球のグループの周辺に

あることがわかった. 

今回の結果に対しては 2 つの考え方ができる.１つ

は新たに使用した 4 ケースのデータがトレーニング

データの領域外にある可能性である.もう１つは新し

い 4 ケースのデータのうち非ストレート球とラベル

されたデータが実際にはストレート球であった可能

性である. 

 

 
(a) 𝑥, 𝑦軸の結果 

 
(b) 𝑥, 𝑧軸の結果 

 
(c) 𝑦, 𝑧軸の結果 

図 5 PCA の可視化結果 

 

6 まとめ 

本研究ではニューラルネットワークモデルを使っ

て,野球の投球における球種を判別するシステムの開

発を試みた.ボールが飛翔している状態で計測した加

速度の時系列データから球種分類を行った.  

ストレート球と非ストレート球の全 18 ケースの加

速度データをニューラルネットワークモデルで学習

させた結果,トレーニングデータとテストデータの正

確率はともに 100％となった. 

 次に,この 18 ケースのデータをトレーニングデー

タとして学習させ,これらに含まれない新しい加速度

データ 4 ケース（ストレート球と非ストレート球各 2

ケース）をテストデータとして使ったところ,テスト

データの正確率は 50％となった.そして,誤ったデー

タはともに非ストレート球であった. 

主成分分析（PCA）の次元削減による結果を視覚化

することで,この新しい 4 ケースのデータのうち非ス

トレート球のデータはストレート球のグループの周

辺にあることがわかった. 

今後の課題としては,加速度の出力データ数を増や

すことと今回用いた二つの非ストレート球にラベル

されたデータの検証である. 
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